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Avant-propos

Au début des années 70, alors que le cours des recherches en statistique appliquée n’entraînait pas naturellement le biométricien dans cette direction, Richard TOMASSONE, alors directeur du laboratoire de Biométrie du centre de recherche de Jouy-en-Josas, eut l’intuition de l’importance de la régression non-linéaire comme méthode d’analyse des données dans de nombreux domaines de la recherche agronomique. Avec Jean-Pierre VILA, il entreprit de rendre cette méthode accessible et populaire auprès des chercheurs de l’INRA. L’intérêt du laboratoire pour ce sujet, en permanence conforté par le renouvellement et l’importance pratique des applications qui en relèvent, ne s’est pas démenti depuis, même si l’évolution des disciplines a sensiblement modifié la façon de l’aborder.




Malgré cette démarche précoce, coïncidant pratiquement avec les premiers développements théoriques fondant la légitimité de la méthode des moindres carrés dans ce cadre, la régression non-linéaire demeure aujourd’hui une méthode un peu mystérieuse pour l’utilisateur. Plusieurs raisons pourraient expliquer cet état de fait. D’une part, la mise en œuvre des calculs réclame l’intervention directe de l’utilisateur, et les aspects algorithmiques, auxquels il est confronté en premier lieu, ont longtemps estompé la véritable nature statistique du problème. D’autre part, la théorie statistique sous-jacente n’est pas très simple, et tous les problèmes concrets qui relèvent de cette méthode ne sont pas encore résolus.




En écrivant cet ouvrage, notre objectif est donc de mettre à la disposition de l’utilisateur l’expérience de notre laboratoire, acquise tant par la multiplicité des ensembles de données traités que par les travaux de recherche théoriques qui y ont été conduits. En essayant de rendre accessibles les notions théoriques utiles à la compréhension de l’analyse, et en les illustrant par des exemples, nous espérons montrer qu’il n’y a en fait aucun mystère en la matière.

Comme chacun s’en doute, le passage de l’intention à la réalisation n’a pas été immédiat, et n’aurait sans doute jamais été accompli sans le soutien scientifique apporté par l’étroite coopération entretenue avec Olaf BUNKE et son équipe de l’Université Humboldt, à Berlin. Quant à notre premier jet, il a pu être modifié et amplement amélioré grâce à la lecture critique serrée de plusieurs collègues : Anestis ANTONIADIS, Sylvie AUDRAIN, Jacques BADIA, Jean-Pierre CAZES, Jean-Jacques CLAUSTRIAUX, François HOULLIER, Richard TOMASSONE et Bernard VAN CUTSEM. Nous les remercions tous bien vivement de leur précieuse collaboration.
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Liste des notations

Yi est l’observation correspondant à la valeur xi de la variable contrôlée : elles sont reliées par l’équation Yi = f(xi, θ) + εi. L’indice i varie de 1 à n.


 f est l’équation de régression.


 εi est l’erreur associée à l’observation Yi. C’est une variable aléatoire inobservable.


 Yij apparaît dans le cas où plusieurs observations sont faites pour la même valeur de xi. Alors, i varie de 1 à k et j varie de 1 à m. A l’observation Yij correspond l’erreur εij.


 θ est le vecteur des paramètres apparaissant dans la fonction de régression. Ses composantes sont notées θ1, ..., θa, ... , θp. Il varie dans une partie Θ de Rp.


 σ2 est la variance (ou un facteur de proportionnalité de la variance) des erreurs εi.


 β est un vecteur de paramètres intervenant éventuellement dans la définition de la variance de εi. Il est de dimension q.


 v(xi, θ, β) est la variance de l’observation Yi (ou, ce qui revient au même, de l’erreur εi). Si cette variance ne dépend que du paramètre θ de la fonction de régression et du paramètre d’échelle σ2, on la note σ2v(xi, θ).


 θo, [image: e9782738004130_i0002.jpg]et βo sont les vraies valeurs des paramètres.


 Vn(.) est la vraisemblance. Ln(.) est égal à —2n—1log Vn(.).


 Qn(.) est la somme des carrés des écarts, Cn = n-1Qn. [image: e9782738004130_i0003.jpg] et [image: e9782738004130_i0004.jpg] sont les estimateurs (en général des moindres carrés ou du maximum de vraisemblance) de ces paramètres. D’autres notations sont employées pour d’autres estimateurs.


 τ est le paramètre de Rp+1 dont les p premières coordonnées sont celles de θ et dont la dernière coordonnée est σ2, τo sa vraie valeur, [image: e9782738004130_i0005.jpg] son estimateur.


 Γn θ est la matrice d’éléments [image: e9782738004130_i0006.jpg]. Elle intervient en particulier dans l’expression de l’estimation de la variance de [image: e9782738004130_i0007.jpg]. Sa limite, quand n tend vers l’infini, est notée Γθ.


 In(θ, σ2) est la matrice d’information de Fisher. I(θ, σ2) est la limite de n—1 In(θ, σ2).

[image: e9782738004130_i0008.jpg], [image: e9782738004130_i0009.jpg] et [image: e9782738004130_i0010.jpg] sont les versions bootstrap de Yi, [image: e9782738004130_i0011.jpg]et [image: e9782738004130_i0012.jpg]. * désigne toujours un élément aléatoire correspondant à une expérience bootstrap. [image: e9782738004130_i0013.jpg]


est le résidu [image: e9782738004130_i0014.jpg], êi est le résidu réduit (c’est-à-dire normalisé par une estimation de son écart-type) correspondant.


 o(.) est une quantité telle que limu→0 o(u)/u = 0. o(u) tend donc vers 0 plus vite que u; on dit que c’est un infiniment Petit d’ordre inférieur à u.




1 Les modèles de régression non-linéaire

En statistique, le mot régression désigne un type de modèles bien précis. Or, la notion de modèle est absolument essentielle dans toute étude statistique. Il s’agit en effet de représenter une réalité de nature aléatoire et, au moyen de la confrontation de l’observation et du modèle, de déduire les lois, ou certains éléments des lois qui gouvernent cette réalité. Cette existence première du modèle est souvent oubliée par les utilisateurs de la statistique, qui ont alors tendance à réduire les méthodes qu’ils emploient à des recettes et à oublier les hypothèses sous-jacentes. Il est donc essentiel de les caractériser très précisément, avant de chercher à les exploiter. C’est pourquoi, dans cette première partie, nous allons définir les modèles de régression, et délimiter, au sein de cet ensemble, ceux que nous étudierons dans cet ouvrage. Deux éléments bien distincts constituent ces modèles : nous montrerons à l’aide d’exemples comment choisir a priori chacun d’eux.





1.1 Les modèles statistiques de régression

L’analyse des résultats d’une expérience relève de l’emploi d’un modèle de régression lorsque les observations qui en sont issues peuvent être représentées, chacune, comme la somme d’un terme systématique, dépendant de la valeur prise par une ou plusieurs autres variables, et de la réalisation d’une variable aléatoire. L’objectif est en général l’étude de la relation entre la variation d’une variable, par exemple le poids de matière sèche d’une talle de blé, et d’une ou plusieurs autres variables, par exemple la somme des températures moyennes journalières depuis la date de levée. Avant de revenir de manière plus précise sur cette définition, nous allons rappeler, à l’aide d’un exemple très simple, la notion de modèle statistique.

1.1.1 Pile ou face, quelques généralités

C’est le jeu de pile ou face qui nous fournit cet exemple. Si l’on suppose que l’on procède à n jets successifs d’une pièce de monnaie, indépendants entre eux, et tels que la probabilité d’obtenir pile soit la même à chaque jet, soit p, on sait bien que le nombre de fois où l’on obtient pile est une variable aléatoire N de loi binomiale B(n, p), telle que

[image: e9782738004130_i0015.jpg]


Dans un tel cadre, on peut supposer la connaissance de l’expérimentateur réduite à l’observation du nombre de pile et au fait que ce nombre suive une loi binomiale de paramètres n connu et p inconnu. Son souhait sera évidemment de connaître p aussi bien que possible, pour vérifier par exemple qu’il est égal à 0,5. Le modèle statistique de l’expérience, dont le résultat est ici réduit à N, est alors l’ensemble des lois binomiales B(n, p), pour p variant de 0 à 1, soit

[image: e9782738004130_i0016.jpg]


Il convient a priori d’établir une distinction entre le paramètre du modèle, p, et la loi de l’observation, B(n, p). Néanmoins, dans ce cas particulier, il y a identification entre ces deux notions. Nous verrons que ce n’est pas toujours le cas. D’une façon générale, le modèle statistique d’une expérience est un ensemble de lois de probabilités qui contient la loi de l’observation issue de cette expérience. Cet ensemble de lois de probabilité peut être décrit, complètement ou partiellement, par un ensemble de paramètres. L’objectif essentiel de la statistique est l’identification de la loi de probabilité de l’observation, ou, à défaut, des paramètres caractérisant cette loi, utiles à l’expérimentateur. Intuitivement, il est clair que le modèle doit être défini avec beaucoup de soin. S’il est trop grand, il risque d’être délicat d’y trouver la loi d’où est issue l’observation et impossible de l’exploiter. S’il est trop petit, ou mal défini, la loi que l’on cherche à identifier risque d’être en dehors de l’ensemble des lois de probabilité qui constituent le modèle. Nous allons préciser ces généralités dans le cadre des modèles de régression.


1.1.2 La régression

Si nous revenons à l’exemple de la croissance d’une talle de blé, il est raisonnable de penser qu’il existe une forte relation entre son poids de matière sèche à une date donnée et la somme de degrésxjours observée depuis la levée de la plante. Cette relation ne peut cependant pas être considérée comme déterministe, dans la mesure où il existe une variabilité dans la population des plantes étudiées, due à des facteurs génétiques et d’environnement, mais qui peut être considérée comme résiduelle et aléatoire vis-à-vis de la variation systématique induite par la température. Nous représentons mathématiquement, et certainement de manière simplifiée, cette hypothèse en écrivant que, à une date où la somme de degrésxjours observée depuis la levée est x, le poids de matière sèche d’une talle prise au hasard dans la population est une variable aléatoire Y qui s’exprime comme la somme d’une quantité fonction de x, f (x), inconnue, mais non aléatoire, et d’une variable aléatoire d’espérance nulle (puisqu’elle n’exprime qu’un écart résiduel à une tendance générale) ε, soit Y = f(x) + ε. Il résulte évidemment de cette dernière équation que l’espérance mathématique de Y est f(x). L’équation E(Y) = f(x) est appelée équation de régression. En général Y est appelée la variable dépendante ou la réponse, x la variable indépendante ou la variable contrôlée et ε le résidu ou l’erreur.





Lorsqu’une expérience est destinée à étudier une relation entre deux quantités, le résultat est une série de couples de valeurs, ou plus exactement une série de valeurs de la variable dépendante obtenues pour des valeurs connues de la variable indépendante, soit (y1, x1), ..., (yn, xn). Supposons que les quantités observées y1, ... , yn sont une réalisation du vecteur aléatoire Y1,..., Yn dont chacune des composantes peut s’écrire sous la forme Yi = f(xi) + εi. Un modèle statistique de régression est donc un ensemble de lois de probabilité contenant celle de l’observation Y1,..., Yn. Sa définition est équivalente à celle d’un ensemble de fonctions auquel appartient f et d’un ensemble de lois de probabilité auquel appartient la loi du vecteur ε1,..., εn. Même si c’est la fonction f qui intéresse essentiellement l’expérimentateur, chacune des deux composantes du modèle doit être définie avec beaucoup de soin.





La définition qui vient d’être donnée d’un modèle statistique de régression est très générale, beaucoup trop pour que l’on puisse proposer un seul type de méthodes pour analyser des données relevant de tels modèles. Il convient donc d’identifier, à l’intérieur de cet ensemble immense de modèles de régression possibles, des sous-ensembles relevant de types particuliers de traitements. Dans cette monographie, nous étudions l’un de ces sous-ensembles, dont nous précisons maintenant les limites.


1.1.3 La classe de modèles étudiée

Plusieurs restrictions sont imposées immédiatement pour définir le cadre de notre étude. Elles sont d’importances inégales. Les premières sont fondamentales : nous supposons que



	. les variables observées, tant indépendantes que dépendantes, sont continues, c’est-à-dire qu’elles prennent leurs valeurs dans des intervalles de l’ensemble des nombres réels;

	. les valeurs des variables indépendantes sont fixées;

	. les diverses observations de la variable dépendante sont indépendantes entre elles.


En revanche, une restriction supplémentaire est adoptée uniquement par souci de simplicité : nous ne présentons explicitement ici que le cas où il existe une seule variable indépendante. Le cas où le modèle de régression s’écrit en fonction de plusieurs variables explicatives est une généralisation facile de ce cas particulier, seules les notations sont un peu plus compliquées. Nous présenterons un peu plus loin un exemple de modèle de régression non-linéaire avec deux variables indépendantes.

Ce cadre étant fixé, examinons le modèle de régression linéaire simple, connu et étudié depuis longtemps (voir par exemple ToMASSONE et al. [67]). Dans ce modèle, l’ensemble auquel appartient la fonction f est l’ensemble des fonctions linéaires de la forme f(x) = θ1 + θ2x où θ1 et θ2 sont deux nombres réels quelconques. Les erreurs sont des variables aléatoires indépendantes et de même loi, et cette loi est en outre souvent supposée gaussienne. Cette hypothèse détermine évidemment la loi du vecteur aléatoire ε1, ... , εn. On peut donc représenter le modèle statistique de régression linéaire sous la forme
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où [image: e9782738004130_i0018.jpg] est l’ensemble des lois gaussiennes centrées sur R. Une variable aléatoire gaussienne centrée étant complètement définie par sa variance, la donnée d’un élément g de ç est équivalente à la donnée d’un nombre réel positif σ2 si l’on suppose alors que g est une loi de probabilité de densité [image: e9782738004130_i0019.jpg], x ∈ R. Un élément de M est donc complètement déterminé par la donnée des trois nombres θ1, θ2 et σ2 : les paramètres du modèle. Identifier la loi des observations, ce sera trouver l’élément de M le plus convenable dans un sens que nous définirons dans la seconde partie. Dans le cas présent, cela reviendra à trouver un triplet de nombres θ1, θ2, σ2 dans l’ensemble R × R × R+. Le modèle est donc entièrement paramétrique.

Les modèles plus généraux que nous allons considérer ici peuvent être définis par rapport à M. En ce qui concerne la fonction f, elle appartient toujours à un ensemble de fonctions décrit complètement par des paramètres, mais elle n’est pas une fonction linéaire des paramètres. Autrement dit, l’expression de f est connue en fonction de la variable x et d’un nombre fixé de paramètres θ1,..., θp. Par exemple, la fonction f est donnée par l’équation d’une hyperbole f(x) = θ1x/ (1 + θ2x). En ce qui concerne la loi des erreurs, nous conservons ici l’hypothèse de leur indépendance. La donnée de la loi du vecteur des résidus est donc équivalente à la donnée de la loi de chacun d’entre eux. En revanche, nous envisageons souvent le cas où ces résidus ne sont pas équidistribués, la loi de chacun d’eux dépendant par exemple de la valeur de la variable indépendante. De même, nous ne nous plaçons pas systématiquement dans le cadre des résidus distribués selon une loi gaussienne, mais considérons la plupart du temps des familles beaucoup plus larges de lois de probabilités sur les réels. Les deux chapitres qui suivent précisent ce cadre à l’aide de quelques exemples.





1.2 Modélisation de l’espérance

La modélisation de l’espérance, le choix de la fonction f , dépend de deux facteurs distincts : la connaissance du phénomène étudié et les objectifs de l’analyse. Nous distinguons ici différentes situations.


1.2.1 Choix guidé par la théorie

La première situation considérée est celle où la connaissance du phénomène étudié, ou bien l’approche théorique que l’on en a, conduit de façon naturelle au choix de l’équation de régression.

Par exemple, dans une étude de cinétique enzymatique, si nous supposons valides les hypothèses conduisant au modèle classique de Michaelis et Menten, la relation existant entre la vitesse initiale de formation du produit y et la concentration initiale de substrat x est donnée par l’équation
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où k est le produit de la constante de dissociation du complexe enzyme×substrat par la concentration totale d’enzyme et où Km est la constante de Michaelis, qui dépend des constantes de vitesse des différentes réactions mises en jeu. Même si l’élaboration de ce modèle est fondée sur des approximations, il est licite de l’employer car il a montré, à l’épreuve du temps, son caractère opératoire. En outre, il est possible de justifier l’approximation d’un point de vue mathématique (voir par exemple JOLIVET [40]).


[image: e9782738004130_i0021.jpg]

Figure 1.1 : Schéma d’un modèle à compartiments




Un autre exemple est fourni par les modèles à compartiments : si l’on a choisi, et justifié, de représenter l’évolution du phénomène étudié par un tel modèle, le contenu d’un compartiment à un instant donné est, sous certaines hypothèses, une combinaison linéaire d’exponentielles. Ainsi, dans [40], on décrit les échanges d’un produit entre le sang et le tissu hépatique, à l’aide d’un tel modèle, dont le schéma est donné par la figure (1.1). Si l’on suppose que toutes les cinétiques d’échange représentées sur ce schéma sont linéaires du premier ordre, alors, le contenu yl du premier compartiment à l’instant x est donné par l’équation



(1.1)
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où les paramètres θ1,..., θ4 dépendent des constantes de vitesse et des concentrations initiales du produit dont on étudie la cinétique dans chacun des compartiments.

En fait, l’équation (1.1) est déjà une traduction évoluée des hypothèses exprimées par le schéma (1.1) et le caractère linéaire des cinétiques. L’expression mathématique la plus immédiate de ces hypothèses est le système d’équations différentielles


[image: e9782738004130_i0023.jpg]



avec les conditions initiales fournies par l’expérience. La solution de ce système en yl est donnée par l’équation (1.1). Dans ce cas précis, elle est facile à obtenir. Mais il existe des situations où la théorie fournit une représentation du phénomène étudié sous la forme d’un système d’équations différentielles dont la solution analytique est soit difficile à obtenir, soit impossible à établir. Ceci n’est pas un obstacle à l’utilisation d’un modèle de régression non-linéaire pour l’étude des résultats de l’expérience. Il suffit de considérer que la fonction f appartient à l’ensemble des solutions du système différentiel, les paramètres étant alors ceux du système différentiel, ainsi, éventuellement, que les conditions initiales qui ne sont pas nécessairement connues. Pour confronter le modèle aux données, il sera toujours possible d’utiliser un logiciel d’intégration numérique pour connaître les valeurs prises par la fonction f correspondant à des valeurs de la variable indépendante x et des paramètres. Cette situation entre donc bien dans le cadre de notre étude.




1.2.2 Choix guidé par l’allure du phénomène

La situation décrite précédemment est en fait assez rare en biologie. Les mécanismes mis en jeu au cours de l’élaboration des phénomènes étudiés sont souvent complexes et mal connus. Ou bien, même s’ils sont assez finement connus, leur traduction sous forme d’un modèle conduit à des fonctions dépendant de très nombreux paramètres, difficilement manipulables. Il est alors naturel de choisir, à partir de l’allure du phénomène étudié, une famille de courbes décrites par des équations aussi simples que possible, qui rendent compte de la forme des données observées.

Le cas des modèles de croissance entre typiquement dans cette catégorie. En effet, il est illusoire de vouloir proposer un modèle théorique fin de la croissance d’un organisme vivant. Pourtant, on observe en général que cette croissance présente une grande régularité, dépend fortement de peu de facteurs, et que les points expérimentaux, une fois portés sur un graphique, se répartissent selon des formes simples. Cette constatation justifie pleinement, pour l’étude de ces phénomènes, l’emploi de la régression non-linéaire comme un des outils de leur analyse.

Revenons au problème de la croissance des talles de blé. Ainsi, FAIVRE et MASLES [21] étudient la dynamique de cette croissance au champ, avant l’installation de la compétition entre plantes. Les données analysées sont en fait des moyennes de poids sec de talles, calculées à partir des résultats observés pour l’ensemble des plantes cultivées sur des placettes. La figure (1.2) présente le graphique de ces données, pour des talles de premier rang, en fonction de la somme de degrés×jours observée le jour du prélèvement, l’origine des temps étant la date de levée1. Son examen conduit de façon naturelle à prendre pour fonction de régression du poids de matière sèche par rapport à la somme de degrés×jours une fonction monotone croissante n’admettant pas de point d’inflexion. Les auteurs proposent comme choix a priori les deux fonctions suivantes 
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choisies parmi toutes les fonctions croissantes sans point d’inflexion parce qu’elles sont facilement interprétables en terme de croissance, et habituelles pour représenter de tels phénomènes lorsqu’ aucune limitation n’intervient. En particulier, dans chacun des deux modèles, le paramètre θ2 peut être interprété comme un taux instantané de croissance. En revanche, comme nous le verrons dans la troisième partie, nous aurons besoin d’une méthode de décision statistique pour choisir entre f1 et f2.


[image: e9782738004130_i0025.jpg]

Figure 1.2 : Poids de matière sèche de talles de premier rang en fonction de la somme des températures moyennes journalières




La plupart du temps, la croissance est un phénomène limité. Là encore, les modèles comme l’équation logistique ou d’autres sont communément employés. Leur interprétation est bien connue (voir par exemple JOLIVET [40] ou LEBRETON et MILLIER [44]). Ce type d’équation de régression est aussi d’un usage constant dans le domaine des dosages biologiques. Par exemple, la première étape d’un dosage radioimmunologique consiste à établir une courbe étalon. Un dosage repose sur l’hypothèse qu’une hormone et son isotope marqué se comportent de façon équivalente vis-à-vis de leur anticorps spécifique : lorsque l’on met en présence une quantité déterminée d’anticorps, une quantité déterminée d’hormone radioactive et une quantité variable d’hormone froide, la dose de complexe anticorps-hormone marquée en fin de réaction est d’autant plus faible que la quantité d’hormone froide est importante. Néanmoins, la relation qui existe entre la dose d’hormone froide mise en réaction et la radioactivité du complexe extrait n’est pas stable et doit être appréciée dans chaque situation expérimentale. C’est l’objet de l’établissement de la courbe étalon, à partir d’une gamme de dilutions connues d’une quantité déterminée de l’hormone à doser. La figure (1.3) présente les données recueillies pour une telle courbe dans le cas d’un dosage du cortisol : on a mesuré la radioactivité du complexe (en coups par minute ou cpm) et on l’a portée sur un graphique en fonction du logarithme de la dose. L’allure du graphique suggère de choisir, comme fonction de régression de la radioactivité mesurée Y en fonction du logarithme de la dose d’hormone x une fonction de type logistique, d’équation



(1.2)
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Les paramètres θ1 et θ2 fournissent les ordonnées des deux asymptotes horizontales. Par conséquent, ils représentent la valeur moyenne de la radioactivité du complexe correspondant respectivement à une dose nulle et à une dose infinie d’hormone froide. Les autres paramètres peuvent aussi être interprétés, comme dans le cas des modèles de croissance. Le modèle fourni par l’équation (1.2) n’est évidemment pas le résultat d’une représentation fine des mécanismes réactionnels entre les deux isotopes de l’hormone et leur anticorps. Il n’en est même pas une approximation justifiée, soit chimiquement, soit mathématiquement (HUET [33]). Il a uniquement été choisi pour son aptitude à représenter, dans la plupart des cas, la répartition des points expérimentaux. Nous verrons dans le paragraphe suivant que, compte-tenu de l’objectif recherché dans une expérience de dosage, ce critère est tout à fait acceptable.
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Figure 1.3 : Résultats d’un dosage radioimmunologique de cortisol, en nombre de coups par minute en fonction du logarithme de la dose, en nanogrammes par dixième de millilitre




Avant cela notons l’importance de la relation entre le choix de la fonction de régression et le plan d’expérience, c’est-à-dire essentiellement les valeurs observées de la variable indépendante x. En effet, en tout premier lieu, étant donnée une famille de fonctions dont l’équation dépend de p paramètres, il existe en général une seule fonction de la famille, c’est-à-dire une seule valeur du vecteur des paramètres, telle que sa courbe représentative passe par p points donnés du plan. En revanche, par un nombre de points strictement inférieur au nombre de paramètres, on peut en général faire passer une infinité de courbes représentatives de fonctions issues de la famille considérée. Cette remarque est cohérente avec le fait suivant, que l’on sait démontrer : le nombre d’observations doit être au moins égal au nombre de paramètres du problème (y compris ceux liés à la modélisation de l’erreur). Par ailleurs, de façon intuitive, il est indispensable que les observations permettent de voir les paramètres. Par exemple, supposons que notre connaissance du phénomène nous conduise à choisir une fonction logistique (1.2) croissante θ4 > 0 et θ2 > θ1) comme fonction de régression. Dans le cas où le plan d’expérience est tel que l’on n’observe pas, sur les données, l’infléchissement de la croissance conduisant à l’asymptote supérieure, c’est-à-dire si aucune valeur de x assez grande n’a été observée, il sera illusoire de vouloir estimer le paramètre θ2 correspondant à l’ordonnée de l’asymptote supérieure. Soit l’algorithme numérique d’estimation des paramètres n’aboutira à aucun résultat, soit, au mieux, θ2 sera estimé avec une grande incertitude. Il est évident que l’attitude de l’expérimentateur face à ce problème est étroitement liée à la liberté dont il dispose face au choix de son plan d’expérience. Soit il en est essentiellement maître, et il doit alors faire en sorte que ses observations lui permettent d’estimer correctement tous les paramètres de son modèle, soit les valeurs qu’il observe lui sont imposées, et il doit choisir comme fonction de régression une fonction qui corresponde à l’allure du phénomène sur la plage d’observation dont il dispose. Nous reviendrons brièvement sur la question du plan d’expérience au paragraphe 3.1.1. Notons enfin qu’il n’est pas conseillé, sous prétexte de décrire finement l’allure du phénomène observé, de choisir une fonction de régression à un grand nombre de paramètres : il faut se limiter à des paramètres correspondant aux aspects essentiels du phénomène pour l’étude en cours. Si le nombre de paramètres est important, si l’on a surparamétré le modèle, on aboutira bien sûr à une courbe assez proche de l’ensemble des points expérimentaux, mais, une fois de plus, les paramètres seront estimés avec une mauvaise précision. Par exemple, considérons de nouveau l’équation de régression fournie par la formule (1.2) : si nous savons pertinemment que les asymptotes supérieures et inférieures sont respectivement θ1 = 0 et θ2 = 1, il serait maladroit de reprendre la fonction logistique telle quelle. Dans cet exemple un peu extrême, on conçoit bien intuitivement que l’estimation des paramètres θ3 et θ4 sera plus précise si l’on remplace l’équation (1.2) par [image: e9782738004130_i0028.jpg] :avec le même nombre de données, on estime deux fois moins de paramètres. Un autre danger lié à la paramétrisation est illustré par l’exemple suivant : il suffit de deux paramètres α = θ1/θ2 et β = θ3/θ2 pour décrire complètement la fonction [image: e9782738004130_i0029.jpg]. Dans le modèle donné sous cette forme, les trois paramètres ne sont pas même estimables, puisque une infinité de valeurs des θ fournissent les mêmes valeurs pour α et β.




1.2.3 Cas où l’équation de régression n’est qu’un intermédiaire

L’objectif essentiel d’une expérience de dosage, pour revenir à ce problème particulier, n’est évidemment pas l’établissement de la courbe étalon, mais bien la détermination de quantités d’hormone inconnues, contenues dans des échantillons à analyser. La courbe étalon n’est alors qu’un intermédiaire dont on se sert de la façon suivante : si le phénomène était déterministe, l’observation d’une radioactivité y après introduction d’une dose inconnue d’hormone permettrait de déterminer celle-ci exactement en inversant l’équation (1.2). Cela revient à regarder à quelle abscisse correspond la valeur y de l’ordonnée, ou encore, algébriquement, à chercher x tel que x = f—1(y), où f—1 est la fonction dite inverse de f , bien définie si f est strictement monotone, telle que f—1 (f(x)) = x pour tout x appartenant au domaine de définition de f. Dans le cas précis que nous avons considéré ici, x serait donné par
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Evidemment, il suffit de considérer la figure (1.3) pour se persuader de la variabilité du phénomène et de la nécessité d’une modélisation aléatoire. Néanmoins, estimer la dose inconnue se fera toujours à partir de la courbe étalon, qui se présente donc comme un intermédiaire indispensable, mais dont l’expression analytique n’est pas essentielle, pourvu que sa forme s’adapte bien aux données. Autrement dit, le choix entre deux courbes d’équations différentes s’adaptant, à condition de définir précisément ce terme, aussi bien l’une que l’autre aux données destinées à identifier la courbe étalon est indifférent.

Dans une telle situation, et au cas où l’interprétation des paramètres dans le cadre du phénomène n’est pas non plus cruciale, une alternative éventuelle consiste à utiliser un polynôme ou une fonction spline (EUBANK [20]) comme fonction de régression, ou encore à utiliser une autre méthode non-paramétrique (HÄRDLE [29]). Ces diverses méthodes n’entrent pas dans le cadre que nous nous sommes fixé.




1.2.4 Un autre point de vue : interprétation des paramètres

Dans les trois paragraphes précédents, nous avons essentiellement mis en avant le lien entre l’équation de régression et l’état de la théorie du phénomène étudié. Une autre façon d’aborder le problème du choix de la fonction de régression, complémentaire de la précédente, consiste à considérer le statut des paramètres intervenant dans cette fonction. Ainsi, lorsque le choix de la fonction de régression correspond à une théorie bien établie, les paramètres ont en général une signification cohérente vis-à-vis de cette interprétation de la réalité. De même, lorsque c’est l’allure du phénomène qui guide le choix du modèle, nous serons tentés de le sélectionner de façon à ce que ses paramètres, sans avoir un sens extrêmement précis au regard d’une théorie fine du phénomène, puissent être interprétés en termes concrets. Ainsi, dans le modèle de croissance de la matière sèche de talles de blé présenté plus haut : f1(x) = θ1 exp(θ2x), le paramètre θ2 n’admet pas d’interprétation précise en termes de physiologie du développement de la plante. On peut néanmoins facilement l’assimiler, comme nous l’avons déjà...
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